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Zusammenfassung
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Entscheidungsbidume bereichern moderne kiinstliche Intelligenz durch vielseitige Weiterentwicklungen. Lernende Ent-
scheidungsbiume sind seit Jahrzehnten ein tradiertes Werkzeug zur Erstellung von erkldrbaren Modellen zu Klassifikation
und Regression. Wihrend moderne Trends wie Deep Learning die Aufmerksamkeit der KI-Entwicklung auf sich ziehen,
werden Entscheidungsbdume kontinuierlich weiterentwickelt, in neuen Bereichen eingesetzt und mit scheinbar im Wett-
streit stehenden Methoden verschmolzen. Der Artikel stellt die Funktionsweise von Entscheidungsbdumen dar und zeigt

Entwicklungen der aktuellen Forschung auf.

Entscheidungsbdume bereichern die explosionsartige
Entwicklung kinstlicher Intelligenz im 21. Jahr-
hundert auf vielféaltige Weise durch Erklarbarkeit,
leistungsstarke Ensembles und kreative Verwen-
dungsmdglichkeiten wie zur Anomaliedetektion.

Einleitung

Biume als Datenstruktur bilden heute ein fundamentales
Konzept der Informatik, wo sie in vielen Bereichen effizi-
ente Verfahren ermdglichen, beispielsweise bei Such- und
Sortierverfahren. Erstmals nutzte der englische Mathema-
tiker Arthur Cayley Bdume zur Strukturierung chemischer
Verbindungen im Jahre 1857 [22].

Im Bereich der kiinstlichen Intelligenz (KI), genauer
des maschinellen Lernens, stellen Entscheidungsbiume ei-
ne tradierte Methode dar, Muster zu erlernen und vorher-
zusagen. Die ersten Lernverfahren fiir Entscheidungsbidume
wurden zwischen 1960 und 1980 publiziert [16] und seit-
dem sind viele Varianten entstanden. Besonders das explo-
sionsartige Interesse an kiinstlicher Intelligenz im 21. Jahr-
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hundert, das mit zahlreichen Prognosen iiber den Einfluss
von KI auf Wirtschaft und Gesellschaft einhergeht [4, 25],
bringt stindig neue Verfahren hervor und Trends wie das
Deep Learning, eine Spezialform neuronaler Netze — wel-
che ebenfalls eine jahrzehntelange Tradition pflegen —, zie-
hen die Aufmerksamkeit auf sich.

Das Interesse an Entscheidungsbdumen und ihren Wei-
terentwicklungen wie Random Forests stellt Abb. 1 im Ver-
gleich zu neuronalen Netzen und Deep Learning am Bei-
spiel der Suchmaschine Google fiir die letzten 10 Jahre
dar. Deutlich zu erkennen ist ein konstantes, aber niedrige-
res Suchvolumen in Bezug auf Entscheidungsbidume. Da-
her stellt sich die Frage, welche Rolle Entscheidungsbiume
heutzutage im Vergleich zu anderen Verfahren spielen und
welche Antworten sie auf die aktuellen methodischen An-
forderungen der kiinstlichen Intelligenz geben.

Zu diesen Anforderungen gehort neben dem Streben
nach hoher Giite von Klassifikatoren, die anhand eines
Merkmals, wie beispielsweise der Quote richtiger Ent-
scheidungen (Accuracy), gemessen wird, auch eine Reihe
von komplexen Themen, die KI-Systeme beriicksichtigen
miissen, um fiir die Gesellschaft niitzlich zu sein. Sie bein-
halten Fragen unter anderem in Bezug auf Ethik, Sicherheit
und Korrektheit [23]. Ein interessanter Forschungszweig
ist Explainable Al (XAI), denn der Interpretierbarkeit und
Erklédrbarkeit von Modellen kommt eine wachsende Be-
deutung zu [20]. So schafft beispielsweise die neue Da-
tenschutzgrundverordnung ein Recht zur Erkldrung von
algorithmischen Entscheidungen [8], aber bei Weitem nicht
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Abb.1 Relatives Suchinteresse nach Themengebieten (ohne Ein-
heit), aggregiert pro Jahr. Die Daten stammen von Google Trends
(google.com/trends)

alle KI-Verfahren lassen dies zu. Neuronale Netze gelten
beispielsweise als Blackbox-Modelle.

Entscheidungsbdume werden in verschiedensten Berei-
chen eingesetzt, wie zur Betrugsprivention im Gesundheits-
wesen [14] und im Finanzbereich [17], zur (erkldrenden)
Untersuchung von Autounfillen [9] oder im Bereich Re-
commender Systems zur Generierung von Empfehlungen
fiir Kunden [13]. In vergleichenden Studien teilen sich Ent-
scheidungsbidume und neuronale Netze teilweise die Spit-
zenposition in Bezug auf die Popularitit [14]. Entschei-
dungsbdume eignen sich durch ihre natiirliche Transparenz
fiir alle Anwendungen, in denen ein Verstindnis der Ent-
scheidungen unverzichtbar ist, beispielsweise in medizini-
schen Anwendungen oder bei potenziell diskriminierenden
Fragestellungen, zu denen Einschitzungen zur Kreditwiir-
digkeit oder dem Betrugsrisiko gehoren, die mit personli-
chen bzw. demografischen Daten beantwortet werden sol-
len. Dariiber hinaus kénnen Entscheidungsbiaume helfen,
Wissen aus Daten zu extrahieren und explizit darzustellen.
Entscheidungsbiume lassen sich leicht visualisieren, dhneln
den Entscheidungsprozessen von Menschen und kdnnen in
Regeln iibersetzt werden [12, 16].

Der Artikel leistet 3 Beitridge: Erstens wird ein konzep-
tioneller Rahmen zur Beschreibung der Komponenten ma-
schinellen Lernens vorgestellt, in den Entscheidungsbiu-
me eingeordnet werden. Zweitens werden die charakteristi-
schen Ideen von Entscheidungsbdaumen anschaulich darge-
stellt. Drittens werden Entscheidungsbiaume aus verschiede-
nen Perspektiven beleuchtet, um die vielseitigen Einsatzge-
biete dieser Technik aufzuzeigen, darunter leistungsstarke
Ensemblemethoden wie Gradient Boosted Trees und Ran-
dom Forests sowie ein kreativer Ansatz zur Anomaliede-
tektion mittels Isolation Forests.

Komponenten maschinellen Lernens

Der Begriff der kiinstlichen Intelligenz umfasst Disziplinen
wie die Entwicklung intelligenter Agenten, Robotik und
auch das maschinelle Lernen (ML). Eine klassische De-

finition maschinellen Lernens besagt, dass ein Programm
lernt, wenn die an einer Metrik gemessene Leistung des
Programms bei der Bewiltigung einer definierten Aufgabe
mit zunehmender Erfahrung steigt [16]. Die Verfahren wer-
den in iiberwachtes, semiiiberwachtes und uniiberwachtes
Lernen unterteilt. Ein Modell lernt iiberwacht, wenn ne-
ben den Eingabedaten (unabhingigen Variablen, Features,
Pradiktoren) auch die Daten der Zielvariablen bereitstehen,
also Referenzwerte fiir richtige Entscheidungen existieren.
Entscheidungsbiume fallen in diese Kategorie. Im Gegen-
satz hierzu erfordern uniiberwachte Lernverfahren keine
Referenzwerte und semiiiberwachtes Lernen verbindet bei-
de Ansitze miteinander.

Eine andere Form der Strukturierung orientiert sich an
3 Komponenten, in die sich jedes ML-Verfahren zerlegen
lasst: Représentation, Evaluation und Optimierung. Die Re-
présentation beschreibt die Form des Modells, wie die Ge-
radengleichung einer linearen Regression oder die Struktur
und die Verbindungsgewichte eines neuronalen Netzes. Die
Evaluation bezieht sich auf die Frage, wie die Giite des Mo-
dells gemessen werden kann; dies geschieht beispielsweise
mit der Summe der Fehlerquadrate oder der Entropie. Die
Optimierung stellt das Werkzeug, um von einem Giitezu-
stand in einen besseren zu gelangen. Hierfiir stehen je nach
Problemstellung Methoden wie der Gradientenabstieg oder
lineare Programmierung zur Verfiigung [5, 16].

Entscheidungsbdaume werden durch die Baumstruktur
mit ihrer Wurzel, den Verzweigungen, inneren Knoten und
Blittern représentiert. Ein traditionelles Optimierungsver-
fahren stellt an jeder Verzweigung die Frage: ,,Welche
Variable sollte fiir die nichste Verzweigung verwendet
werden?* Die Evaluation erfolgt abhingig von Klassifika-
tion oder Regression beispielsweise mit der Quote richtiger
Entscheidungen (Accuracy). Diese Komponenten werden
im folgenden Abschnitt kurz vorgestellt.

Grundlagen von Entscheidungsbaumen

Seit den ersten Publikationen sind zahlreiche algorithmi-
sche Varianten entwickelt worden. Im Folgenden werden
die zentralen Gedanken des bekannten ID3-Algorithmus
vorgestellt [16, 19, 24], neben Varianten wie C4.5 und
CART [11]. ID3 ist ein Greedy-Algorithmus, d. h. das Lern-
problem wird in aufeinanderfolgende Teilschritte zerlegt,
die einzeln optimiert werden; mittlerweile existieren auch
Ansitze zur globalen Optimierung [18].

Abb. 2 zeigt einen Entscheidungsbaum mit diskreten Va-
riablen an den Knoten. Die 3 Variablen Bewdlkung, Tempe-
ratur und Regenvorhersage werden herangezogen, um zu
einer Entscheidung zu gelangen. Zur Prognose eines Werts
folgt man dem jeweiligen Pfad des Baums und liest das
Ergebnis ab. Ist es beispielsweise sonnig und warm, wird
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Abb. 2 Exemplarischer, manuell konstruierter Entscheidungsbaum zur
Frage, ob heute Sport gemacht werden sollte

Sport
(5.1)

kein Sport

(1,1)

kein Sport
(0,6)

Sport gemacht. Ist es wolkig und nass, wird kein Sport
gemacht. Die Zahlen in Klammern geben an, wie viele In-
stanzen des Datensatzes auf den jeweiligen Pfad zutref-
fen (Sport, kein Sport), d.h. im Datensatz wurde insgesamt
7-mal Sport gemacht und 9-mal nicht; an sonnigen und war-
men Tagen wurde 5-mal Sport gemacht und 1-mal nicht.
Man beachte, dass in diesem Beispiel anhand der verfiig-
baren Daten keine fehlerfreie Klassifikation moglich ist.

Entscheidungsbiume haben dariiber hinaus die niitzliche
Eigenschaft, dass sie sich in Mengen von alternativen Re-
geln iibersetzen lassen. Der Baum in der Abbildung kann
beispielsweise ebenfalls durch die folgenden Regeln ausge-
driickt werden, welche zu denselben Klassifikationsergeb-
nissen fiihren. Jeder Pfad des Baums entspricht hierbei einer
und-verkniipften Bedingung. Alle Pfade desselben Ergeb-
nisses sind oder-verkniipft.

(sonnig A warm) v (wolkig A trocken) = Sport
(sonnig A kalt) v (wolkig A nass) = kein Sport

Wie aber wird ein Baum wie oben dargestellt konstru-
iert? Abb. 3 stellt den iterativen Teilungsprozess, der dem

a
7/16
Sport
bewdlkt:
1/8 0
Sport 0 02 04 06 0.8 1

p: Anteil Sport

Abb. 3 Die Entropie (H = Z?Zl — pilog, p;) gibt das Mal} der Un-
sicherheit an, wobei p den prozentualen Anteil der Variablen von Inte-
resse darstellt. Je besser die Daten (a) sich anhand der Ausprigungen
einer Variablen in Sport und kein Sport unterteilen lassen, desto klei-
ner die Entropie und desto grofer der Informationsgewinn durch die
Verzweigung (b)
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ID3-Algorithmus (Iterative Dichotomiser) seinen Namen
gibt, anhand der ersten Variablen dar. Der Baum in Abb. 2
beginnt mit der Variable Bewdlkung, weil diese den groB3-
ten Information Gain bietet. Information Gain bezeichnet
die Differenz zwischen 2 Entropiewerten, einem Maf} fiir
die Entscheidungsunsicherheit. In der Abbildung besteht
der gesamte Datensatz A — wie oben — aus 7 Instanzen,
in denen Sport gemacht wird und 9, in denen kein Sport
gemacht wird. Die Entropie ist in der Abbildung (rechts)
entsprechend hoch, da beide Ereignisse fast mit gleicher
Wabhrscheinlichkeit auftreten. Wird der Datensatz nun an-
hand der Bewdlkung in sonnig und bewdlkt unterteilt, sinkt
das gewichtete Mittel der Teildatensitze B (enthélt nun
iiberwiegend Sportinstanzen) und C (enthélt nun fast keine
Sportinstanzen) und liegt nun unter A, d.h. die Klassifika-
tion der Teildatensitze gelingt besser als die Klassifikation
des Gesamtdatensatzes. Dieses Greedy-Verfahren wird an
den Knoten wiederholt, bis ein Abbruchkriterium erreicht
ist, spétestens aber, wenn jeder Pfad des Baums zu einer
eindeutigen Klassifikation fiihrt oder keine Variablen zum
Teilen mehr verfiigbar sind.

a b
T3 Ty < 3
7r 1
L 1 .
5 0
o 0 0
3
r 1
1+ 0 1

1 3 5 7

Abb. 4 Entscheidungsbaum (b) mit eingezeichneten Entscheidungs-
grenzen (a). Die Ungleichungen (Tests) in b entsprechen den Geraden
in a, welche die Daten in die zu prognostizierenden Kategorien unter-
teilen, in diesem Beispiel in Nullen und Einsen

a b

T2 T2

7F 7Tk

5 F 5 F

3 F 3 F

1r 1r
IS S 1 P T S 1
1 3 5 7 1 3 5 7

Abb.5 Die exemplarischen, rechtwinkligen und nichtlinearen Ent-
scheidungsgrenzen (a) lassen sich durch den Entscheidungsbaum
perfekt abbilden. Die linearen Entscheidungsgrenzen (b) koénnen nur
approximiert werden, welche eine lineare Regression problemlos mo-
dellieren konnte
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Numerische Attribute lassen sich mit Ungleichungen in-
tegrieren, wie Abb. 4b mithilfe der numerischen Variablen
x; und x, zeigt. Die durch die Ungleichungen entstehenden
Regionen lassen sich visualisieren (Abb. 4a). Jede Unglei-
chung einer Variablen unterteilt die entsprechende Region
im Diagramm in 2 Subregionen. Beispielsweise definiert die
Ungleichung x; < 2 im Baum links in Verbindung mit der
Wurzel x, < 3 das Rechteck unten links in der Abbildung
von den Koordinaten (0,0) bis (2,3). Da Entscheidungsbéu-
me den Raum rechtwinklig partitionieren, sind sie struk-
turell benachteiligt, wenn Entscheidungsgrenzen beispiels-
weise diagonal verlaufen. Fine Diagonale kann in diesem
Falle nur durch hiufige Unterteilung angenihert werden,
dhnlich wie eine Treppe eine Gerade annihert, je kleiner
die Stufen sind. Diesen Sachverhalt stellt Abb. 5 dar. Dass
die Stirke von Entscheidungsbidumen in der Verarbeitung
nichtlinearer Probleme mit diskreten Variablen liegt, be-
stitigt eine vergleichende Studie zur Diagnose von Haut-
lasionen, in der die Baume aufgrund des hohen Anteils
numerischer Variablen schlechtere Ergebnisse erzielten als
alternative Verfahren [6].

Entscheidungsbdume tendieren dazu, lang und komplex
zu werden, um die Trainingsdaten bestmoglich abzubilden.
Dies fiihrt zu Overfitting [12], d.h. das Modell bildet die
Trainingsdaten besser ab als neue, unbekannte Daten, was
falsche Sicherheit vermittelt und zu vermeiden ist. Kiirzere,
einfachere Bdaume sind daher zu bevorzugen und diverse,
teilweise nachtrigliche Kiirzungsverfahren (Pruning) von
Bédumen existieren. Der Preis fiir die Verstidndlichkeit und
Einfachheit von Entscheidungsbidumen ist ihre im Vergleich
zu anderen Verfahren geringere Genauigkeit und Robust-
heit [10, 12, 27], d.h. Klassifikationen sind relativ betrach-
tet hiufiger falsch und kleine Anderungen der Daten kon-
nen grundlegende Anderungen der Baumstruktur bewirken.
Dies ist allerdings kein spezieller Nachteil von Entschei-
dungsbdumen, sondern Verstdndlichkeit und Leistungsfa-
higkeit von ML-Modellen scheinen in einem inversen Ver-
héltnis zueinanderzustehen [10]. Innerhalb der Familie der
Entscheidungsbiume existieren unter anderem Random Fo-
rests und Gradient Boosted Trees, welche diese Nachteile
ausgleichen und in den folgenden Abschnitten vorgestellt
werden. Daneben wird ein kreatives Verfahren von Ent-
scheidungsbidumen zur Anomaliedetektion vorgestellt, die
Isolation Forests.

Fortgeschrittene Methoden

Eine typische Strategie zur Stiarkung von Modellen im ma-
schinellen Lernen ist der Einsatz von Ensembles. Random
Forests bestehen aus einer Vielzahl demokratisch abstim-
mender einzelner Baume, deren Variablenauswahl zufillig
variiert wird. Das Ergebnis sind leistungsstarke Modelle. In-

tensive Debatten mit den Titeln ,,Do we Need Hundreds of
Classifiers to Solve Real World Classification Problems?*
zugunsten der Random Forests und ,,Are Random Forests
Truly the Best Classifiers?** als Antwort darauf werden zu
der Frage gefiihrt, wie leistungsstark Random Forests sein
konnen [7, 26]. Eine weitere Alternative stellen Gradient
Boosted Trees dar [1], welche nicht wie bei Random Forests
gleichzeitig eine Vielzahl von Bidumen erstellen, sondern
nacheinander, sodass jeder zusitzliche Baum eine Verbes-
serung darstellt. Man kann sich dies wie ein Team vorstel-
len, in dem jedes neue Mitglied eine Funktion tibernimmt,
die dem Team noch fehlte. Beide Varianten verschaffen
Entscheidungsbdumen den Sprung in die Oberklasse der
iiberwachten Lernalgorithmen, biilen dabei aber durch die
Ensemblemethode die besondere Erkldrbarkeit der Baume
ein.

Eine besonders kreative Anwendung von Entscheidungs-
baumen sind die Isolation Forests zur Anomaliedetektion
[15]. Anomalien sind Auffilligkeiten in Daten. Eine Form
sind rdaumliche Anomalien, d.h. solche Datenpunkte sind
ungewohnlich, die von anderen weit entfernt liegen. Der
Gedanke hinter Isolation Forests lautet: Wenn Entschei-
dungsgrenzen so lange zufdillig gesetzt werden, bis jeder
Datenpunkt allein in einem eigenen abgegrenzten Késtchen
liegt (d. h. isoliert wurde), ist es wahrscheinlicher, dass Ano-
malien schneller isoliert werden. Das bedeutet, dass Ano-
malien im Baum n#her an der Wurzel sind. Mittels eines
Isolation Forests ldsst sich die durchschnittliche Hohe ei-
nes Punkts im Baum als Anomaliewert interpretieren. Das
Konzept eines einzelnen Isolation Trees ist in Abb. 6 dar-
gestellt. Je weiter ein Punkt von anderen entfernt ist, des-
to schneller lédsst er sich isolieren. Die Abbildung rechts
zeigt, dass die Verwendung der Linien 1, 2 und 4 bereits
ausreicht, um alle 3 Anomalien zu finden. In der Praxis
funktioniert die Methode erstaunlich gut, obwohl Entschei-
dungsbdaume konzeptionell weit von klassischen Verfahren
der Anomaliedetektion entfernt sind. Dariiber hinaus zeich-
nen sich Isolation Forests durch lineare Laufzeit und hohe
Skalierbarkeit aus [15].
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Abb. 6 Isolation Tree. Die zufillig gesetzten Linien 1—4 (a) unterteilen
den Raum in 9 Rechtecke. Nach 4 Schritten sind bereits alle 3 Anoma-
lien isoliert und im Baum vertreten
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Schluss

Entscheidungsbdume zédhlen mittlerweile zu den klassi-
schen Methoden maschinellen Lernens und haben sich im
Laufe der Jahrzehnte in viele Richtungen weiterentwickelt.
Einzelne Entscheidungsbidume zeichnen sich durch ihre
Erkldrbarkeit aus, Random Forests und Gradient Boosted
Trees erreichen beeindruckende Ergebnisse im Vergleich
zu fiihrenden Alternativen wie neuronalen Netzen. Kreative
Anwendungen wie Isolation Forests fithren Entscheidungs-
biaume in untypische Bereiche wie die Anomaliedetektion.

Zuletzt lassen sich einzelne, erkldrbare Entscheidungs-
biaume mit Blackbox-Modellen auf verschiedene Arten ver-
schmelzen [28] oder erginzen: Entscheidungsbiume wer-
den nicht anhand eines Datensatzes trainiert, sondern mit-
hilfe eines vortrainierten Blackbox-Modells, wie eines neu-
ronalen Netzes. Die Nutzung von sogenannten Post-Hoc-
Modellen besteht daher aus 2 Schritten: Zuerst wird mit-
hilfe eines Datensatzes ein Blackbox-Modell trainiert und
im Anschluss wird der Output dieses Modells verwendet,
um einen Entscheidungsbaum zu konstruieren. Faszinierend
ist dabei, dass Post-Hoc-Modelle, die dadurch lernen, das
Blackbox-Modell zu imitieren, bessere Ergebnisse als Ent-
scheidungsbidume erzielen, die direkt mit den urspriingli-
chen Daten trainiert wurden [2, 3, 21]; die Blackbox-Mo-
delle gehen mit den Entscheidungsbdumen eine symbio-
tische Beziehung ein, ein spannendes Forschungsfeld mit
Potenzial fiir erkldrbare und leistungsstarke Modelle. Die
traditionellen Entscheidungsbiume werden stindig weiter-
entwickelt und stellen ein vielseitiges Werkzeug fiir moder-
ne KI-Anwendungen dar.
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